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Resumen

Las nuevas técnicas de secuenciaciéon de ADN (NGS) han revolu-
cionado la investigaciéon en gendémica. Estas tecnologias se basan
en la secuenciacion de millones de fragmentos de ADN en para-
lelo, cuya reconstruccién se basa en técnicas de bioinformatica.
Aunque estas técnicas se apliquen de forma habitual, presentan
tasas de error significantes que son detrimentales para el analisis
de regiones con alto grado de polimorfismo. En este estudio se
implementa un nuevo método computacional, locimend, basado
en Deep Learning para la correccion de errores de secuencia-
cién de ADN. Se aplica al analisis de la region determinante de
complementariedad 3 (CDR3) del receptor de linfocitos T (TCR),
generada in silico y posteriorimente sometida a un simulador de
secuenciacion con el fin de producir errores de secuenciaciéon. Em-
pleando estos datos, entrenamos una red neuronal convolucional
(CNN) con el objetivo de generar un modelo computacional que
permita la deteccién y correccion de los errores de secuenciacion.

Palabas clave: deep learning, correccion de errores, receptor de lin-
focitos T, secuenciacion de ADN, inmunologia



Abstract

Next generation sequencing (NGS) techniques have revolutioni-
sed genomic research. These technologies perform sequencing
of millions of fragments of DNA in parallel, which are pieced
together using bioinformatics analyses. Although these tech-
niques are commonly applied, they have non-negligible error

rates that are detrimental to the analysis of regions with a high

degree of polimorphism. In this study we propose a novel compu-
tational method, locimend, based on a Deep Learning algorithm
for DNA sequencing error correction. It is applied to the analy-
sis of the complementarity determining region 3 (CDR3) of the

T-cell receptor (TCR), generated in silico and subsequently sub-

jected to a sequencing simulator in order to produce sequencing
errors. Using these data, we trained a convolutional neural net-
work (CNN) with the aim of generating a computational model
that allows the detection and correction of sequencing errors.

Keywords: deep learning, error correction, DNA sequencing, T-cell
receptor, immunology
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1 Introduccion

El 4cido desoxirribonucleico (ADN) y el acido ribonucleico (ARN)
son los repositorios moleculares de la informacién genética. La estruc-
tura de cada proteina, y en tltima instancia de cada biomolécula y
componente celular, es producto de la informacién programada en la
secuencia de nucle6tidos de una célula. La capacidad de almacenar y
transmitir la informaciéon genética de una generacion a otra es una
condicién fundamental para la vida. Un segmento de una molécula de
ADN que contiene la informacioén necesaria para la sintesis de un pro-
ducto biolégico funcional, ya sea una proteina o un ARN, se denomina
gen. El almacenamiento y la transmisién de informacioén biolégica son
las Unicas funciones conocidas del ADN [1].
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Figura 1.1: Dogma central de la biologia molecular

Tanto el ADN como el ARN son acidos nucleicos, formados por ca-
denas de nucledtidos. Los nucledtidos son las unidades monoméricas
de los 4cidos nucleicos. E1 ADN contiene las bases adenina (A), guani-
na (G) citosina (C) y timina (T), mientras que el ARN contiene A, Gy
C, pero tiene uracilo (U) en lugar de timina (T) [2].

Hay muy pocos principios firmes en biologia. A menudo se dice, de
una forma u otra, que la Unica regla real es que no hay reglas, es decir,
que se pueden encontrar excepciones a cada principio fundamental
si se busca lo suficiente. El principio conocido como el Dogma cen-
tral de la biologia molecular parece ser una excepcién a esta regla de
excepcion ubicua [3]. El dogma central de la biologia molecular esta-
blece que una vez que la informacion ha pasado a proteina no puede



volver a salir; i.e. la transferencia de informacioén de 4cido nucleico a
acido nucleico, o de acido nucleico a proteina puede ser posible, pero
la transferencia de proteina a proteina, o de proteina a acido nucleico
es imposible [4].

Las proteinas se producen mediante el proceso de traduccién, que
tiene lugar en los ribosomas y esta dirigido por el ARN mensajero
(ARNm). El mensaje genético codificado en el ADN se transcribe pri-
mero en ARNm, y la secuencia de nucledtidos del ARNm se traduce en
la secuencia de aminoacidos de la proteina. E1l ARNm que especifica
la secuencia de aminoacidos de la proteina se lee en codones, que son
conjuntos de tres nucleétidos que especifican aminoacidos individua-
les [2]. El codigo genético se muestra a continuacion:

First Base Second Base Third Base
(5') u c A G 3)
u Phe Ser Tyr Cys u

Phe Ser Tyr Cys c
Leu Ser Stop Stop A
Leu Ser Stop Tp G
c Leu Pro His Arg u
Leu Pro His Arg c
Leu Pro Gin Arg A
Leu Pro Gin Arg G
A lle Thr Asn Ser u
lle Thr Asn Ser c
lle Thr Lys Arg A
Met Thr Lys Arg G
G Val Ala Asp Gly u
Val Ala Asp Gly c
Val Ala Glu Gly A
Val Ala Glu Gly G

Figura 1.2: El c6digo genético

Por lo tanto, si elucidamos la informaciéon contenida en el ADN,
obtenemos informacion sobre las biomoléculas que realizan las dife-
rentes tareas fisiologicas y metabdlica (e.g. ARN, proteinas).

1.1. Secuenciacion de ADN

La secuenciaciéon de ADN es el proceso mediante el cual se deter-
mina el orden de los nucledtidos en una secuencia de ADN. En los
afos 70, Sanger et al. desarrollaron métodos para secuenciar el ADN
mediante técnicas de terminacion de cadena [5]. Este avance revolu-
cion6 la biologia, proporcionando las herramientas necesarias para
descifrar genes, y posteriormente, genomas completos. La demanda
creciente de un mayor rendimiento llevé a la automatizacion y para-
lelizacién de las tareas de secuenciacion. Gracias a estos avances, la
técnica de Sanger permitié determinar la primera secuencia del geno-



ma humano en 2004 (Proyecto Genoma Humano). Cabe destacar que
se estima que la secuencia final cubria aproximadamente el 92 % del
genoma [6].

Sin embargo, el Proyecto Genoma Humano requeri6 una gran can-
tidad de tiempo y recursos, y era evidente que se necesitaban tecnolo-
gias mas rapidas, de mayor rendimiento y mas baratas. Por esta razon,
en el mismo afio (2004) el National Human Genome Research Institu-
te (NHGRI) puso en marcha un programa de financiacion con el ob-
jetivo de reducir el coste de la secuenciacién del genoma humano a
1000 ddlares en diez afios [7]. Esto estimulé el desarrollo y la comer-
cializacion de las tecnologias de secuenciacién de alto rendimiento o
Next-Generation Sequencing (NGS), en contraposicién con el método
automatizado de Sanger, que se considera una tecnologia de primera
generacion.

1.2. Técnicas de secuenciacion de alto rendimiento

Estos nuevos métodos de secuenciacion proporcionan tres mejoras
importantes: en primer lugar, en lugar de requerir la clonacion bac-
teriana de los fragmentos de ADN, se basan en la preparacion de bi-
bliotecas de moléculas en un sistema sin células. En segundo lugar,
en lugar de cientos, se producen en paralelo de miles a muchos mi-
llones de reacciones de secuenciacion. Finalmente, estos resultados de
secuenciacion se detectan directamente sin necesidad de electrofore-
sis [8].

Actualmente, se encuentran en desarrollo las tecnologias de terce-
ra generacion de secuenciacion (Third-Generation Sequencing). Existe
un debate considerable sobre la diferencia entre la segunda y tercera
generacion de secuenciacion, la secuenciacién en tiempo real y la di-
vergencia simple con respecto a las tecnologias anteriores deberian ser
las caracteristicas definitorias de la tercera generacion. Aqui conside-
ramos que las tecnologias de tercera generacion son aquellas capaces
de secuenciar moléculas individuales, negando el requisito de amplifi-
cacion del ADN que comparten todas las tecnologias anteriores [9].

Estas nuevas técnicas han demostrado su valor, con avances que
han permitido secuenciar el genoma humano completo, incluyendo
las secuencias repetitivas (de teldomero a telémero). Combinando los
aspectos complementarios de las tecnologias Oxford Nanopore y Pac-



Bio HiFi, 2111 nuevos genes, de los cuales 140 son codificantes, fueron
descubiertos en el genoma humano [10].

1.3. Limitaciones de los métodos paralelos

Aunque las tecnologias de secuenciacién paralelas (NGS) han re-
volucionado el estudio de la variedad gendmica entre especies y or-
ganismos individuales, la mayoria tiene una capacidad limitada para
detectar mutaciones con baja frecuencia. Este tipo de anélisis es esen-
cial para detectar mutaciones en oncogenes (genes responsables de la
transformacion de una célula normal a maligna), pero se ve restrin-
gido por una tasa de errores de secuenciacion no despreciables, tal y
como ilustra la siguiente tabla:

Cuadro 1.1: Longitudes de lectura y tasas de error de secuencia-
ciéon aproximados de diferentes tecnologias de secuenciacién de
alto rendimiento a mediados de 2014 [11]

Tecnologia Longitud de lectura (bp) Tasa de error (%)

Sanger ~1,000 0.1-1
[llumina 2%x125 >0.1
SOLiD 35-50 >0.06
454 400 1
SMRT ~10,000 16
Ion Torrent 400 1

Para contrarrestar este obstaculo, varias técnicas mitigatorias se
han puesto en marcha. Una de las mas populares es el uso de una
secuencia de consenso, que es un perfil estadistico a partir de un ali-
neamiento multiple de secuencias. Es una forma bésica de descubri-
miento de patrones, en la que un alineamiento multiple de secuencias
mas amplio se resume en las caracteristicas que se conservan. Este ti-
po de analisis permite determinar la probabilidad de cada base en cada
posicion de una secuencia [12].

Todas las técnicas de consenso monocatenarias reducen los errores
en dos o tres 6rdenes de magnitud, lo que es mucho mayor que cual-
quier enfoque computacional o bioquimico anterior, y permiten iden-
tificar con precision variantes raras por debajo del 0.1 % de abundancia.
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Figura 1.3: Alineamiento multiple de secuencias. La secuencia
de consenso aparece en la parte inferior y esta formada por los
nucledtidos con mas ocurrencias en cada posicion [13]

Sin embargo, persisten algunos errores. Los errores que se producen
durante la primera ronda de amplificaciéon pueden propagarse a todas
las demaés copias escapando la correccion [14].

Este problema se agrava en el anélisis de repertorios inmunolégicos,
debido a nuestra limitada capacidad para distinguir entre la verdadera
diversidad de los receptores de los linfocitos T (TCR) e inmunoglobu-
linas (IG) de los errores de PCR y secuenciaciéon que son inherentes
al analisis del repertorio. Las variantes resultantes de estos procesos
bioldgicos pueden tener concentraciones drasticamente diferentes, lo
que hace que aquellas con menor frecuencia sean indistinguibles de
errores de secuenciacion [15].

1.4. Variedad genética en el sistema inmunitario

La capacidad del sistema inmunitario adaptativo para responder a
cualquiera de los numerosos antigenos extrafios potenciales a los que
puede estar expuesta una persona depende de los receptores altamen-
te polimorficos expresados por las células B (inmunoglobulinas) y las
células T (receptores de células T [TCR]). La especificidad de las célu-
las T viene determinada principalmente por la secuencia de aminoé-
cidos codificada en los bucles de la tercera region determinante de la
complementariedad (CDR3) [16].

En el timo, durante el desarrollo de los linfocitos T, se selecciona al
azar un segmento génico de cada familia (V, D y J) mediante un proce-
so conocido como recombinacion somatica o recombinaciéon V(D)J, de
modo que se eliminan del genoma del linfocito los no seleccionados
y los segmentos V(D)] escogidos quedan contiguos, determinando la
secuencia de las subunidades del TCR vy, por tanto, la especificidad de
antigeno de la célula T. La seleccion aleatoria de segmentos junto con



la introduccién o pérdida de nucledtidos en sus uniones son los res-
ponsables directos de la variabilidad de TCR, cuya estimacién es del
orden de 10'° posibles especies distintas o clonotipos [17].

65 x TRBV TRBD1 6 x TRBJ1 TRBC1 TRBD2 7xTRBJ2 TRBC2
L L —_———

Recombinacién V(D)J

Adicién/delecién de nucleétidos en las uniones

CDR1 CDR2  CDR3
Transcripcion

Procesamiento del mRNA

Traduccién

TCRa
AAAAA —_—

TCRB

Variable
VN

Figura 1.4: Generacion de diversidad en el TCR o . Durante el
desarrollo de los linfocitos T se reordenan los segmentos génicos
V (rosa), D (naranja) y J (verde) a través del proceso de recombi-
nacioén V(D)]. Durante este proceso se pueden afiadir o eliminar
nucledtidos en la unién de los segmentos (rojo), contribuyendo

a la diversidad de la secuencia. Se sefalan las 3 regiones CDR,
estando CDR3 localizada en la union V(D)]J [17]

Debido a la diversidad de uniones, las moléculas de anticuerpos y
TCR muestran la mayor variabilidad, formando CDR3. De hecho, debi-
do ala diversidad de uniones, el nimero de secuencias de aminoécidos
que estan presentes en las regiones CDR3 de las de las moléculas de
Ig y TCR es mucho mayor que el nimero que pueden ser codificadas
por segmentos de genes de la linea germinal [18].

Frente a la evidencia recaudada, diversos métodos computacionales
basados en la inteligencia artificial se han desarrollado para aliviar
estos impedimentos.

1.5. Inteligencia artificial

La inteligencia artificial (IA) es uno de los campos mas nuevos de la
ciencia y la ingenieria. La investigaciéon empez6 después de la Segun-
da Guerra Mundial, y el término se acufi6 en 1956, en la conferencia
de Dartmouth College. La definicion de inteligencia artificial sigue ge-



nerando debate a dia de hoy, por ende acotaremos la definicién de
inteligencia artificial al estudio de los agentes inteligentes [19].

Un agente es cualquier elemento capaz de percibir su entorno me-
diante sensores y actuar en consecuencia en ese entorno mediante ac-
tuadores. Un agente inteligente es aquel que acttia para conseguir el
mejor resultado o, cuando hay incertidumbre, el mejor resultado espe-
rado. En términos matematicos, formulamos que el comportamiento
de un agente se describe por la funcioén de agente que asigna a cual-
quier entrada una accién [19].

1.5.1. Historia inicial de la inteligencia artificial

Los comienzos de la inteligencia artificial (1956-1969) se caracteri-
zan por un entusiasmo y optimismo generalizado. Los rapidos avan-
ces en hardware, junto con el desarrollo de sistemas que redefinian las
posibilidades de los ordenadores excedian las expectativas de los espe-
cialistas [19]. La atmosfera frenética, durante este periodo, se puede
recapitular a partir de de la propuesta de la conferencia de Dartmouth:

El estudio se basa en la conjetura de que cada aspecto del
aprendizaje o cualquier otro rasgo de la inteligencia pue-
de ser, en principio, precisamente descifrado. Se intentara
encontrar un método para hacer que las maquinas utilicen
el lenguaje, formen abstracciones y conceptos, resuelvan
problemas que ahora estan reservados a los humanos, y
que se mejoren a si mismas [20].

A finales de los afos 1960, los investigadores se toparon con nume-
rosos obstaculos al tratar de usar sus sistemas para resolver problemas
mas complejos. Debido a una carencia de resultados decisivos, la finan-
ciacion en este ambito académico fue cancelada [19].

Los sistemas de conocimiento (década de 1970) aprovecharon cono-
cimiento especifico de una rama para escalar los sistemas inteligentes,
intercambiando sistemas generales con bajo rendimiento por sistemas
especificos al problema con mejor rendimiento. Estos sistemas nove-
dosos se empezaron a comercializar en los afios 8o, creando la indus-
tria de la IA [19].



1.6. Redes neuronales artificiales

Una red neuronal artificial es un modelo de computacién bioinspi-
rado, formado por capas de neuronas artificiales. Comenzaremos de-
finiendo el concepto de neurona artificial, con el fin de introducir la
nocioén de red neuronal artificial de forma clara y concisa.

Una neurona artificial es un modelo de una neurona bioldgica, cada
neurona recibe un conjunto de sefiales y, al dispararse, transmite una
sefial a las neuronas interconectadas. Las entradas (inputs) se inhiben
o amplifican mediante unos pesos numéricos asociados a cada cone-
xion. El disparo, i.e. activacion, se controla a través de la funcién de
activacién. La neurona recoge todas las sefiales entrantes y calcula una
sefal de entrada neta en funcién de los pesos respectivos. La sefial de
entrada neta sirve de entrada a la funcién de activacion que calcula la

/‘4) output signal

Figura 1.5: Diagrama de una neurona artificial [21]

sefial de salida [21].

input signals

El proceso de activacion se puede expresar como un modelo mate-
matico:

y=fD wixi-T (1.1)
=0

donde y es la salida del nodo, f es la funcién de activacion, w; es el
peso de la entrada x; , y T es el valor del umbral [22].

Una red neuronal artificial (ANN) es una red de capas de neuronas
artificiales. Una ANN esta formada por una capa de entrada, capas
ocultas y una capa de salida. Las neuronas de una capa estan conecta-
das, total o parcialmente, a las neuronas de la capa siguiente. También
son posibles las conexiones de retroalimentacién con las capas ante-
riores [21]. La estructura tipica de una ANN es la siguiente:

Los principios béasicos de las redes neuronales artificiales fueron for-
mulados por primera vez en 1943, y el perceptron, que histéricamente



hidden layer

Figura 1.6: Estructura de una red neuronal artificial [21]

es posiblemente la primera neurona artificial, se propuso en 1958 [23].
Sin embargo, estos modelos no fueron populares hasta mediados de la
década de 1980, cuando se reinventé el algoritmo de back-propagation

[19].

1.6.1. Back propagation

El algoritmo de back propagation (BP) permite establecer los pesos
y, por tanto, entrenar los perceptrones multicapa. Esto abri6 el camino
para el uso de las redes neuronales multicapa. La disponibilidad de un
método riguroso para fijar los pesos intermedios, i.e. para entrenar las
capas ocultas, impulsé el desarrollo de las ANN, superando las defi-
ciencias de la capa tnica propuesta por Minsky [23]. Los autores de la
publicacion original que describi6 este algoritmo sintetizan su funcio-
namiento a alto nivel:

Este algoritmo ajusta iterativamente los pesos de cada co-
nexion, con el objetivo de minimizar la funciéon de pér-
dida (i.e. obtener la menor diferencia entre la salida de
la ANN vy el valor esperado). Como resultado de ello, las
capas ocultas llegan a representar caracteristicas impor-
tantes del dominio del problema, y las regularidades de
la tarea son captadas por las interacciones de estas uni-
dades. La capacidad de crear nuevas caracteristicas utiles
distingue a la retropropagacion de otros métodos anterio-
res mas sencillos, como el procedimiento de convergencia
del perceptrén [24].



Asimismo el algoritmo de back propagation es un enfoque para cal-
cular los gradientes de forma algoritmica, que es especialmente eficaz
para los modelos que emplean redes neuronales multicapa [25]. Pro-
cedemos a la exposicion del algoritmo de optimizacién mas usado con
la back propagation, el gradient descent.

1.6.2. Gradient descent

El gradient descent es una forma de minimizar una funcion objetivo
parametrizada por los pardmetros de un modelo (e.g. pesos de una
neurona artificial) mediante la actualizacién de los parametros en la
direccion opuesta al gradiente de la funcion objetivo con respecto a los
parametros, i.e. seguimos la direccion de la pendiente de la superficie
creada por la funcién objetivo cuesta abajo hasta llegar a un minimo
local o global [26].

glw)

Figura 1.7: Diagrama del algoritmo de gradient descent. Co-
menzando en el punto inicial w® hacemos nuestra primera
aproximacion a g(w) en el punto (w°, g(w")) en la funcién (mos-
trada como un punto negro hueco) con la aproximacion en serie
de Taylor de primer orden dibujada en rojo. Moviéndonos en la
direccién de descenso del gradiente negativo proporcionada por

. . 1 0 d 0
esta aproximacion llegamos a un punto w' = w’ - ad—g(w ). A
w
continuacién, repetimos este proceso en w', moviéndonos en la
direccién del gradiente negativo alli, y asi sucesivamente. [25]

Esta secuencia de pasos se puede formular, de forma matematica:

wk = wk-1 _ an(wk_l) (1.2)
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donde -Vg(w) es el gradiente negativo de una funcion g(w) en un
punto [25].

Este proceso, junto con sus variantes, es el algoritmo de optimiza-
cién local mas utilizado en machine learning actualmente. Esto se debe
en gran medida al hecho de que la direccion de descenso proporcio-
nada a través del gradiente es mas facil de computar (particularmente
cuando la dimensién del input aumenta) [25].

1.7. Hacia el Deep Learning

El Deep Learning es un subconjunto del machine learning, en el cual
se utiliza como modelo de computacion las redes neuronales artificia-
les (ANN), con multiples capas ocultas. Este enfoque trata de resolver
el problema de una buena capacidad expresiva de las redes neuronales,
sin el aumento exponencial del nimero de neuronas [27].

‘, ARTIFICIAL INTELLIGENCE
A technique which enables machines
Intelllgerice to mimic human behaviour

MACHINE LEARNING

Subset of Al technique which use
statistical methods to enable machines
to improve with experience

DEEP LEARNING

Subset of ML which make the
computation of multi-layer neural
network feasible

Figura 1.8: Diferencia entre inteligencia artificial, machine lear-
ning y deep learning

La pregunta sobre como mantener esta capacidad expresiva de la
red y al mismo tiempo reducir el nimero de unidades de célculo se ha
planteado durante afos. Intuitivamente, se sugiri6é que es natural bus-
car redes mas profundas porque 1) el sistema neuronal humano es una
arquitectura profunda y 2) los humanos tienden a representar concep-
tos en un nivel de abstraccion como la composicién de conceptos en
niveles inferiores. Actualmente, la solucién es construir arquitecturas
mas profundas, i.e. redes neuronales con mas capas ocultas [27].

En la actualidad, los avances tanto en potencia de calculo del hard-
ware, especialmente en las tarjetas graficas (GPU) [28], junto con la
disponibilidad de grandes datasets [19] han permitido que esta disci-
plina prospere.
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Este 4rea de conocimiento ha mejorado drasticamente el estado del
arte en muchas tareas de inteligencia artificial, como la deteccion de
objetos, el reconocimiento del habla o la traduccién automaética. Su
naturaleza de arquitectura profunda otorga al aprendizaje profundo
la posibilidad de resolver muchas tareas de IA méas complicadas [27].
Como resultado, los investigadores estan extendiendo el aprendizaje
profundo a una variedad de diferentes dominios y tareas modernas:

Eliminacion del ruido en las sefales de voz

Descubrimiento de patrones de agrupacion de expresiones ge-
néticas

= Generacioén de imagenes con distintos estilos

Andlisis de sentimientos de diferentes fuentes simultaneas

1.8. Bioinformatica

La bioinformatica es un campo interdisciplinar en el que intervie-
nen principalmente la biologia molecular y la genética, la informatica,
las matematicas y la estadistica. Los problemas biologicos a gran es-
cala y con gran cantidad de datos se abordan desde un punto de vista
informatico. Los problemas mas comunes son el modelado de proce-
sos biologicos a nivel molecular y la realizacién de inferencias a partir
de los datos recogidos, [29] en particular:

Cuadro 1.2: Problemas clasicos de la bioinformética

Problema Fuente de datos

Alineamiento de secuencias multiples ADN
Busqueda de patrones de secuencias ~ ADN

Analisis evolutivos ADN

Analisis de la funcién Proteinas
Prediccion de las estructuras Proteinas
Estudio de las vias metabdlicas Redes biologicas

Es tentador atribuir los origenes de la bioinformatica a la reciente
convergencia de la secuenciacion del ADN, los proyectos genémicos
a gran escala, Internet y los superordenadores. Sin embargo, algunos
cientificos que afirman que la bioinformatica se encuentra en su in-
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fancia reconocen que los ordenadores eran herramientas importantes
en la biologia molecular una década antes de que la secuenciacion del
ADN se convirtiera en algo factible (década de los 1960) [30].

En los ambitos de la investigacién bioldgica y médica, la labor del
analisis computacional ha aumentado de forma espectacular. La pri-
mera ola de esta disciplina se centré en el analisis de secuencias, en la
cual ain quedan muchos problemas importantes sin resolver, las nece-
sidades actuales y futuras se centran en la integracién sofisticada de
conjuntos de datos extremadamente diversos. Estos nuevos tipos de
datos proceden de una variedad de técnicas experimentales, muchas
de las cuales son capaces de producir datos a nivel de células enteras,
6rganos, organismos o incluso poblaciones. La principal fuerza impul-
sora de estos cambios ha sido la llegada de nuevas y eficientes téc-
nicas experimentales, principalmente la secuenciacion del ADN, que
han conducido a un crecimiento exponencial de las descripciones de
las moléculas de proteinas, ADN y ARN [31].
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2 Estado del arte

Procedemos a realizar un estudio de las metodologias actuales en
los ambitos, introducidos previamente, del Deep Learning y de la bio-
informatica, con el objetivo de identificar las técnicas que se utilizan
a nivel académico y en la industria.

2.1. Deep Learning

El gran potencial de las ANN es la alta velocidad de procesamien-
to que ofrecen en una implementacion paralela masiva, lo que ha au-
mentado la necesidad de investigar en este ambito. Hoy en dia, las
ANN se utilizan sobre todo para la aproximacioén de funciones univer-
sales en paradigmas numeéricos debido a sus excelentes propiedades de
autoaprendizaje, adaptabilidad, tolerancia a los fallos, no linealidad y
avance en el mapeo de la entrada a la salida. Las ANN son capaces de
resolver aquellos problemas que no pueden resolverse con la capaci-
dad de computo de los procedimientos tradicionales y las matematicas
convencionales [32].

Los métodos de Deep Learning han resultado ser adecuados para el
estudio de big data con un éxito notable en su aplicacion al reconoci-
miento del habla, computer vision, el reconocimiento de patrones, los
sistemas de recomendacion y el procesamiento del lenguaje natural
(NLP) [33]. En la actualidad, la innovacién de DL en la identificacion
de imagenes, la deteccién de objetos, la clasificacién de imagenes y las
tareas de identificacion de rostros tienen un gran éxito [32].

En nuestro estudio, evaluaremos 2 arquitecturas de Deep Learning:
autoencoder y CNN. Estableceremos una comparacion entre estas di-
ferentes estructuras de ANN, ademas de mencionar avances recientes
en estos algoritmos.

2.1.1. Autoencoder

Un autoencoder (AE) es un tipo de ANN, se trata de un algoritmo de
aprendizaje no supervisado que se utiliza para codificar eficazmente
un conjunto de datos con el fin de reducir la dimensionalidad. Durante
las ultimas décadas, los AE han estado a la vanguardia en el ambito
del Deep Learning. Los datos de entrada se convierten primero en una
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representacion abstracta que, a continuacion, la funcién codificadora

vuelve a convertir en el formato original. En concreto, se entrena para
codificar la entrada en alguna representacién de modo que la entrada

pueda reconstruirse a partir de esa representacioén [33]

decoder

encoder

Figura 2.1: Diagrama de un autoencoder. Internamente presenta
una capa (z) que describe un codigo para representar el input

[34]

Un autoencoder se compone de 2 elementos:

Cuadro 2.1: Elementos de un autoencoder

Elemento Funcidon

Encoder h = f(x)
Decoder  r = g(h)

El proceso de aprendizaje se describe como una optimizacién de una
funcién de pérdida:

L(x, g(f(x))) (2.1)

Donde L es la funcion de pérdida que penaliza g( f(x)) por ser dis-

tinto de x [35].
Tradicionalmente, los autoencoders se utilizaban para reducir la di-

mensionalidad o feature learning. Recientemente, ciertas teorias que
conectan los AE y los modelos de variables latentes han llevado a los

autocodificadores a la vanguardia del modelado generativo [35].
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En la actualidad, los autoencoders se utilizan para la reduccién de
ruido, tanto en texto [36] como en imagenes [37], clustering no su-
pervisado [38], generacién de imagenes sintéticas [39], reduccion de
dimensionalidad [38] y prediccion de secuencia a secuencia para la
traduccioén automatica [40].

2.1.2. Redes neuronales convolucionales (CNN)

Una red neuronal convolucional (CNN) es un tipo de red neuronal
especializada en el procesamiento de datos que tienen una topologia
en forma de cuadricula (grid). El nombre de red neuronal convolu-
cionalindica que la red emplea una operacion matematica denomina-
da convolucion. Las redes convolucionales han tenido han tenido un
enorme éxito en las aplicaciones practicas [35].

Input C1 S2 C3 S4 Neural Network

Figura 2.2: Diagrama de una CNN. Una CNN es una red neuronal
multicapa, compuesta por dos tipos diferentes de capas, a saber,
las capas de convolucién (capas C) y las capas de submuestreo

(capas S) [33]

En el contexto de una red neuronal convolucional, una convolucién
es una operacion lineal que implica la multiplicacion de un conjunto
de pesos con la entrada, al igual que una red neuronal tradicional. La
multiplicacion se realiza entre una matriz de datos de entrada y una
matriz bidimensional de pesos, llamada filtro o nucleo (kernel). El fil-
tro es mas pequerio que los datos de entrada, dado que permite que el
mismo filtro (conjunto de pesos) se multiplique por la matriz de entra-
da varias veces en diferentes puntos de la entrada [41]. La operacién
queda representada de forma grafica en la siguiente figura:
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Figura 2.3: Representacion de una convolucién bidimensional.
Restringimos la salida a s6lo las posiciones en las que el nicleo
se encuentra completamente dentro de la imagen. Los recuadros
con flechas indican cémo se forma el tensor de salida, aplican-
do el nucleo a la correspondiente regién superior izquierda del
tensor de entrada [35]

Las capas de convolucion (capas C) se utilizan para extraer caracte-
risticas y las capas de submuestreo (capas S) son esencialmente una ca-
pa de mapeo de caracteristicas (feature mapping). Sin embargo, cuando
la dimensionalidad de las entradas es igual a la de la salida del filtro,
debido a la alta dimensionalidad, la aplicacién de un clasificador pue-
de provocar un overfitting. Para resolver este problema, se introduce
un proceso de pooling, i.e. submuestreo o down-sampling, para reducir
el tamario total de la sefial [33].

En la actualidad, las CNN se utilizan para computer vision, tanto
para la clasificacién de imagenes [42] como para la segmentacion [43],
sistemas de recomendacion [44] y anélisis de sentimientos [45].

2.2. Bioinformatica

La expresion Oomica engloba una serie de nuevas tecnologias que
pueden ayudar a explicar vias, redes y procesos celulares, tanto nor-
males como anormales, mediante el seguimiento simultaneo de miles
de componentes moleculares. La 6émica abarca un conjunto cada vez
mas amplio de ramas, desde la gendmica (el estudio cuantitativo de
los genes codificantes de proteinas, los elementos reguladores y las
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secuencias no codificantes), la transcriptémica (ARN y expresion de
genes), la protedémica (por ejemplo, centrada en la abundancia de pro-
teinas) y la metabolomica (metabolitos y redes metabdlicas) hasta los
avances en la era de la biologia y la medicina postgenémica: farma-
cogendmica (estudio cuantitativo de como la genética afecta a la res-
puesta del huésped a los farmacos), fisidmica (dinamica y funciones
fisiologicas de organismos enteros) [46].

Los métodos de la bioinformética han demostrado ser eficaces para
resolver los diversos problemas de la 6mica, concretamente para la
obtencién del estado transcriptomico de una célula (RNA-seq) [47],
reconstruccion de las secuencias de ADN [48], anotacion de genomas
[49] y prediccién de la estructura tridimensional de las proteinas [50].

El problema de las tasas de error no negligibles en las tecnologias de
secuenciacion de ADN, de segunda y tercera generacion, ha impulsa-
do el desarrollo de multiples técnicas bioinformaticas para paliar este
contratiempo.

La correccién de errores con respecto a una posicion gendmica es-
pecifica puede lograrse disponiendo todas las lecturas de forma hori-
zontal, una tras otra, y examinando la base en cada posicion especifica
de todas estas lecturas. Como los errores son infrecuentes y aleatorios,
las lecturas que contienen un error en una posicion especifica pueden
corregirse seleccionando la base mas probable inferida a partir de las
demas lecturas [51]. Entre estos métodos, destacamos Coral [52], Qua-
ke [53] y MEC [54].

El uso de Deep Learning para la correccion de errores de secuencia-
cion es un area de investigacion novedosa, en la cual cabe mencionar
NanoReviser [55].

18



3 Objetivos

1.

Introduccién al dominio de un problema de biologia molecular:
Secuenciacion de ADN y anélisis de receptores de linfocitos T
(TCR)

Introduccién al analisis bioinformatico de secuencias de ADN:
preprocesamiento de lecturas, alineamiento y otros analisis bio-
informaticos asociados.

Creacion de un repositorio software para la generacion in-silico
de secuencias de TCR y la simulacién de la secuenciacion de las
mismas.

4. Introduccion al uso de Tensorflow y Keras para Deep Learning

Estudio de aplicaciéon de Tensorflow/Keras a la correccién de
errores de secuenciacion en base a los datos sintetizados previa-
mente.

19



4 Diseno y descripcion del sistema

La finalidad de este proyecto es el desarrollo de un pipeline, con
el objetivo de crear un algoritmo de Deep Learning capaz de corregir
errores de secuenciacion en secuencias del ADN, en particular, en la
region CDR3 del TCR.

El sistema se compone de 2 partes, dado que el algoritmo de Deep
Learning no es dependiente del dataset generado in silico, y se podria
entrenar con cualquier otro conjunto de datos.

Cuadro 4.1: Descripcion del proyecto

Elemento  Finalidad Lenguaje de programacion

locigenesis  Generacion de secuencias de CDR3 R
locimend  Correccion de errores de secuenciacion Python

El disefio del sistema queda plasmado a continuacién:

CDR3
e sin errores
] (FASTQ)
locigenesis Métricas del
algoritmo
Nimero de R
lecturas e

Secuencia Secuencia
con errores, sin errores

Figura 4.1: Diseno del sistema. (A) Entrenamiento del algoritmo
de Deep Learning. Como input proporcionamos el nimero de
secuencias, junto con el nimero de lecturas que deseamos que
se simulen. Locigenesis generara 2 archivos en formato FASTQ,
que contienen CDR3 con y sin errores de secuenciacion, que son
el input de locimend para entrenar el modelo de Deep Learning,
cuya salida es el conjunto de métricas del algoritmo. (B) Infe-
rencia del modelo de Deep Learning previamente entrenado y
desplegado. Se provee como entrada una secuencia de ADN con
errores de secuenciacion, el algoritmo procesa ésta y devuelve
una secuencia de ADN sin errores
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Procedemos a la exposicion de cada parte del pipeline, por separado,
resaltando las tecnologias usadas y las funcionalidades.

4.1. locigenesis

locigenesis es una herramienta que genera un receptor de células T
(TCR) humano, lo pasa por una herramienta de simulacién de lectura
de secuencias y extrae las regiones CDR3.

El objetivo de este proyecto es generar tanto secuencias de CDR3
con y sin errores de secuenciacion, con el fin de crear datasets para
entrenar un algoritmo de Deep Learning.

4.1.1. Tecnologias

» immuneSIM: generacion in silico de repertorios de BCR y TCR,
humanos y de raton [56]

= CuReSim: simulador de secuenciacion que emula la técnica Ion
Torrent [57]

» Biostrings: manipulacién de secuencias émicas [58]

4.1.2. Funcionalidades

El programa realiza, parametrizado por 2 parametros de entrada
(nimero de secuencias diferentes y numero de lecturas por el simu-
lador de secuenciacion), los siguientes pasos:

1. Generacion de las secuencias de la cadena B de diversos reper-
torios inmunolégicos del TCR

2. Exportacion de las secuencias a un archivo en formato FASTQ
(tanto CDR3 como la secuencia completa)

3. Simulacién de una secuenciacion mediante CuReSim, y almace-
namiento de las secuencias con errores

4. Alineamiento de las secuencias completas con errores, y extrac-
cién de CDR3 a partir de una heuristica

5. Exportacion de las secuencias de CDR3 con errores y sin errores
en archivos con formato FASTQ
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4.2. locimend

locimend es un algoritmo de Deep Learning que corrige errores de
secuenciacion de secuencias de ADN.

El objetivo de este proyecto es crear un modelo que pueda inferir
la secuencia correcta de ADN, a partir de una secuencia de ADN con
errores. Se trata de una reduccion de ruido, aplicada a un problema de
genomica.

4.2.1. Tecnologias

» Tensorflow: creacion y ejecucion de algoritmos de machine lear-

ning [59]
» Biopython: manipulacion de secuencias émicas [60]

4.2.2. Funcionalidades

El entrenamiento del modelo se realiza, a partir de 2 archivos FASTQ,
en diferentes pasos:

1. Lectura de ambos archivos FASTQ, secuencia de CDR3 correc-
ta y secuencia de CDR3 con errores, a la vez para obtener las
features y el label a la vez

2. Alineamiento de la secuencia correcta y de la secuencia con erro-
res, para obtener entradas de la misma longitud

3. Codificacion basada en el indice de las secuencias de ADN, para
obtener secuencias numéricas

4. Conversion de las secuencias numeéricas al formato binario TFRe-
cord (basado en Protocol Buffers)

5. Separacion y almacenamiento del dataset en conjunto de entre-
namiento, validacion y test

6. Lectura paralela de los conjuntos del dataset

7. One-hot encoding de las secuencias numéricas, las cuales repre-
sentan las secuencias de ADN

8. Entrenamiento del algoritmo de Deep Learning, con los datos
preprocesados

9. Obtencion de las métricas que miden el rendimiento del modelo

4.3. Reproducibilidad
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