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1T Resumen

Las nuevas técnicas de secuenciacién de ADN (NGS) han revolucio-
nado la investigacién en gendmica. Estas tecnologias se basan en la
secuenciacion de millones de fragmentos de ADN en paralelo, cuya
reconstruccion se basa en técnicas de bioinformatica. Aunque estas
técnicas se apliquen de forma habitual, presentan tasas de error sig-
nificantes que son detrimentales para el analisis de regiones con alto
grado de polimorfismo. En este estudio se implementa un nuevo méto-
do computacional, locimend, basado en Deep Learning para la correc-
cion de errores de secuenciaciéon de ADN. Se aplica al analisis de la
region determinante de complementariedad 3 (CDR3) del receptor de
linfocitos T (TCR), generada in silico y posteriorimente sometida a un
simulador de secuenciacion con el fin de producir errores de secuen-
ciaciéon. Empleando estos datos, entrenamos una red neuronal convo-
lucional (CNN) con el objetivo de generar un modelo computacional
que permita la deteccién y correccion de los errores de secuenciacion.

Palabras clave: deep learning, correccion de errores, receptor de
linfocitos T, secuenciacién de ADN, inmunologia



2 Abstract

Next generation sequencing (NGS) have revolutionised genomic re-
search. These technologies perform sequencing of millions of frag-
ments of DNA in parallel, which are pieced together using bioinforma-
tics analyses. Although these techniques are commonly applied, they
have non-negligible error rates that are detrimental to the analysis of
regions with a high degree of polimorphism. In this study we propose
a novel computational method, locimend, based on a Deep Learning
algorithm for DNA sequencing error correction. It is applied to the
analysis of the complementarity determining region 3 (CDR3) of the T-
cell receptor (TCR), generated in silico and subsequently subjected to
a sequencing simulator in order to produce sequencing errors. Using
these data, we trained a convolutional neural network (CNN) with the
aim of generating a computational model that allows the detection and
correction of sequencing errors.

Keywords: deep learning, error correction, DNA sequencing, T-cell
receptor, immunology



3 Introduccion

La secuenciacién de ADN es el proceso mediante el cual se determi-
na el orden de los nucledtidos en una secuencia de ADN. En los afios
70, Sanger et al. desarrollaron métodos para secuenciar el ADN me-
diante técnicas de terminacion de cadena. [1] Este avance revoluciond
la biologia, proporcionando las herramientas necesarias para descifrar
genes, y posteriormente, genomas completos. La demanda creciente
de un mayor rendimiento llevé a la automatizaciéon y paralelizacion
de las tareas de secuenciacion. Gracias a estos avances, la técnica de
Sanger permiti6 determinar la primera secuencia del genoma humano
en 2004 (Proyecto Genoma Humano). [2]

Sin embargo, el Proyecto Genoma Gumano requeri6 una gran can-
tidad de tiempo y recursos, y era evidente que se necesitaban tecnolo-
gias mas rapidas, de mayor rendimiento y méas baratas. Por esta razon,
en el mismo afio (2004) el National Human Genome Research Institu-
te (NHGRI) puso en marcha un programa de financiacién con el ob-
jetivo de reducir el coste de la secuenciaciéon del genoma humano a
1000 ddlares en diez afios. [3] Esto estimuld el desarrollo y la comer-
cializacion de las tecnologias de secuenciacién de alto rendimiento o
Next-Generation Sequencing (NGS), en contraposicion con el método
automatizado de Sanger, que se considera una tecnologia de primera
generacion.

Estos nuevos métodos de secuenciacion proporcionan tres mejoras
importantes: en primer lugar, en lugar de requerir la clonacion bac-
teriana de los fragmentos de ADN, se basan en la preparacion de bi-
bliotecas de moléculas en un sistema sin células. En segundo lugar,
en lugar de cientos, se producen en paralelo de miles a muchos mi-
llones de reacciones de secuenciacion. Finalmente, estos resultados de
secuenciacion se detectan directamente sin necesidad de electrofore-
sis. [4]

Actualmente, se encuentran en desarrollo las tecnologias de terce-
ra generacion de secuenciacion (Third-Generation Sequencing). Existe
un debate considerable sobre la diferencia entre la segunda y tercera
generacion de secuenciacion, la secuenciacion en tiempo real y la di-
vergencia simple con respecto a las tecnologias anteriores deberian ser
las caracteristicas definitorias de la tercera generacion. Aqui conside-



ramos que las tecnologias de tercera generacion son aquellas capaces
de secuenciar moléculas individuales, negando el requisito de amplifi-
cacioén del ADN que comparten todas las tecnologias anteriores. [5]

La capacidad del sistema inmunitario adaptativo para responder a
cualquiera de los numerosos antigenos extrafios potenciales a los que
puede estar expuesta una persona depende de los receptores altamen-
te polimorficos expresados por las células B (inmunoglobulinas) y las
células T (receptores de células T [TCR]). La especificidad de las célu-
las T viene determinada principalmente por la secuencia de aminoa-
cidos codificada en los bucles de la tercera region determinante de la
complementariedad (CDR3). [6]
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